Tema 7: Modelos Bayesianos

Introduccién

La aplicacién de modelos bayesianos en modelos de regresiéon estandar o en modelos

de regresion logistica sigue el esquema general de la estadistica bayesiana:
= Definir la distribucién a priori correspondiente para los parametros.
= Determinar la verosimilitud de los datos

= Aplicar el teorema de Bayes para actualizar la distribucién a priori en forma de

distribucion a posteriori

En los casos que se ven habitualmente en el curso de Estadistica Bayesiana se consi-
deran modelos con un pardmetro en cada vez, es decir no se consideraban habitualmente
la situacién de varios pardmetros al tiempo (caso multiparamétrico). En el caso de los
modelos de regresion, se tienen que considerar varios parametros al mismo tiempo. Por
ejemplo en el caso de la regresion simple hay tres parametros: el intercept, la pendiente y
la varianza de los errores.

Desde el punto de vista computacional, se tienen bastantes opciones de aplicacion. El
programa més generalista que se puede aplicar es WinBugs, como programa original, o sus

sucesores: OpenBugs, Jags o Stan.

Introduccion a WinBUGS

WinBUGS es un programa libre que procede del Biostatistics Unit del Medical Re-
search Council (UK):
http://www2.mrc-bsu.cam.ac.uk/bugs/winbugs/contents.shtml

http://www.wcsmalaysia.org/analysis/WinBUGS_install.htm



Installation of WinBUGS

1.
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Download WinBUGS14.exe to your computer from

http://www.mrc-bsu.cam.ac.uk/bues/winbues/ WinBUGS 14 .exe
Double click on WinBUGS 14.exe and follow the instructions

Go to c:\Program Files\WinBUGS 14 directory and create a shortcut of file the file
WinBUGS14.exe

Double click on WinBUGS14.exe to run WinBUGS.

Download the free key from
http://www.mre-bsu.cam.ac.uk/bues/winbues/ WmBUGS 14 immortality kev.txt

Open the key from WinBUGS and follow the instructions

After following the instructions given in the key, check that the Keys.ocf file in
AWinBUGS14\Bugs\Code\ has been updated. (Some people have found they need to
re-boot the machine to complete installation of the key.)
Download the 1.4.3 upgrade patch

http://www.mrc-bsu.cam.ac.uk/bugs/winbugs/patches.shtml

Open the patch from WinBUGS and follow the instructions

Una vez instalado, un programa de WinBUGS consiste en tres partes:

. Programa Principal: Un conjunto de instrucciones con estilo R que incluyen las

distribuciones a priori de los parametros y la verosimilitud de los datos.

Conjunto de datos: Los datos originales en formato R o en formato de array.

. Valores Iniciales de las cadenas: Son opcionales pero es conveniente indicar el

valor de las semillas de las cadenas de Markov del MCMC.

WinBUGS resuelve los problemas de estimacion bayesiana multiplicando la distribu-

cion a priori por la verosimilitud y luego simulando muestras de la distribucién a posteriori

mediante del algoritmo de Gibbs.



Structure:
Shell
model {

... [model commands] ...

}
Main Model
v'Likelihood
v'Prior distributions
v'Additional parameters of interest

Model Code

» Starts with the command model

» Model code is included in curly brackets { }

» ~ : Defines a random variable (stochastic relationship)
i.e. that a variable “follows” a distribution
(see manual p. 56-59 and Ntzoufras,2009, p. 90-91 for commands)

» <- : Defines an equality (deterministic relationship )
(see manual p. 13-14 and Ntzoufras,2009, p. 94 for commands)



Instrucciones de uso del programa WinBugs

Consideramos este modelo basico beta-binomial, que se copia en la ventana de coman-

dos de WinBugs:

# Modelo Beta-Binomial

model

{
y ~ dbin(p, n)
p ~ dbeta(alfa, beta)

# datos
list(y=6, n=14, alfa=0.5, beta=0.5)
# Valores iniciales

list (p=0.5)

1. CARGAR EL MODELO: En Specification Tool del meni Model, marca model y

pulsa en checkmodel.

2. CARGAR LOS DATOS: En Specification Tool del meni Model, marca el list que

aparece con los datos y pulsa en load data.

3. COMPILAR EL PROGRAMA: En Specification Tool del menii Model, marca com-

pile.

4. CARGAR VALORES INICIALES DE LA(S) CADENA(S): En Specification Tool del

mend Model, marca list que aparece con los valores iniciales y pulsa en load inits.

Para ejecutar el programa: ve al MENU PRINCIPAL:

Inference = Samples
Aparece el monitor Sample Monitor Tool. Escribe p en el nodo menu y pulsa set,
para especificar que se va a monitorizar el nodo p (por defecto con 1000000 iteraciones).

Pon, por ejemplo, 5000 iteraciones.

Ve al MENU PRINCIPAL:



Model = Update = Update tool
Pulsa update para correr 5000 iteraciones maés.

Las graficas y los diversos estadisticos se obtienen a partir del mentd Sample Monitor

Tool.
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NOTAS:

Mira un tutorial completo sobre WinBugs en:

http://www.stat.uiowa.edu/ gwoodwor/BBIText/AppendixBWinbugs.pdf

Mira una pelicula tutorial sobre el uso de WinBugs en:

http://www.mrc-bsu.cam.ac.uk/bugs/winbugs/winbugsthemovie.html

Es mejor usar la aternativa mas actualizada de OpenBugs:

http://www.openbugs.net/w/FrontPage

Curso completo de I. Ntzoufras:

http://stat-athens.aueb.gr/~ jbn/courses/2011_dublin_winbugs/

WinBUGS_course_1-3_eng_Dublin_2011.pdf



Alternativa usando la interface de R con WinBugs/OpenBugs:

Se puede automatizar el procedimiento anterior usando una interfaz entre R y WinBugs

o bien OpenBugs.

ruta = "c:/dondesea/"

setwd (ruta) # Fijo la ruta de trabajo

library (R20penBUGS)

# PROGRAMA de BUGS:
cat ("
# Modelo Beta-Binomial
model
{
y ~ dbin(p, n)
p ~ dbeta(alfa, beta)

n
3

file="modelo.txt")

# Introduzco los datos

y =6
n = 20
alfa = 0.5

beta = 0.5
# Alternativamente , se pueden leer datos desde otro fichero

# x = read.table ("datos.txt",header=F)

datos = list("y", "n", "alfa", "beta")
parametros = "p"

function () {list (p=runif (1))}

iniciales

binom.sim bugs (data=datos, inits=iniciales,
parameters.to.save=parametros, model.file="modelo.txt",
n.chains=3, n.iter=10000, n.burnin=5000,

working.directory=ruta, clearWD=TRUE, debug=TRUE)

print (binom.sim)

# Borras el fichero de instrucciones del directorio de trabajo



file.remove ("modelo.txt")

Inference for Bugs model at "modelo.txt",
Current: 3 chains, each with 10000 iterations (first 5000 discarded)
Cumulative: n.sims = 15000 iterations saved

mean sd 2.5% 25% 50% 75% 97.5% Rhat n.eff
P 0.3 0.1 0.1 0.2 0.3 0.4 0.5 1 15000
deviance 4.3 1.4 3.3 3.4 3.7 4.6 8.2 1 8100

For each parameter, n.eff is a crude measure of effective sample size,

and Rhat is the potential scale reduction factor (at convergence, Rhat=1).

DIC info (using the rule, pD = Dbar-Dhat)
pD = 1.0 and DIC = 5.2
DIC is an estimate of expected predictive error (lower deviance is better).

Alternativa usando la interface de R con OpenBugs: BRugs

Alternativamente, R tiene una libreria basada en la versién OpenBugs que funciona
como cualquier otra libreria de R: BRugs.

El programa correspondiente para R es:

ruta = "c:/dondesea/"

setwd (ruta) # Fijo la ruta de trabajo

library (BRugs)

# PROGRAMA de BUGS:
cat ("
# Modelo Beta-Binomial
model
{

y ~ dbin(p, n)

p ~ dbeta(alfa, beta)
}

n
b

file="modelo.txt")

# Introduzco los datos

y =6



n = 20
alfa 0.5
beta = 0.5

# Alternativamente , se pueden leer datos

# x = read.table ("datos.txt",header=F)

datos = list("y", "n", "alfa", "beta")
parametros = "p"

iniciales = function(){list(p=runif (1))}

desde

otro fichero



# Programa con BRugs

modelo = BRugsFit (data=datos, inits=iniciales,
para=parametros, nBurnin=5000, nIter=10000,
modelFile="modelo.txt",

numChains=3, working.directory=ruta)

pSamp = samplesSample("p")

modelo # Resultados de la Estimacion

pMed = median(pSamp)

cat("La mediana de las simulaciones es:", pMed,

X110
plotDensity("p",xlab="p", main="Densidad de p")

X110

Il\nll)

histinfo = hist(pSamp, xlab="p", ylab="Frecuencias",

freq=F, main="p estimada", col="lightblue")

file.remove ("modelo.txt")

cat("La mediana de las simulaciones es:", pMed,

$Stats
mean sd MC_error val2.5pc median val97.5pc start sample
p 0.3091 0.09809 0.00055 0.1363 0.303 0.5168 5001 30000
$DIC
Dbar Dhat DIC pD
y 4.266 3.312 5.221 0.9544

total 4.266 3.312 5.221 0.9544

La mediana de las simulaciones es: 0.30302
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Algunas ideas sobre regresion simple bayesiana

Se necesita definir la distribucién conjunta a priori sobre a, 3 y o. Se especifican
éstas como distribuciones a priori independientes (cuando se multiplican producen una

distribucién conjunta a priori).

a ~ U(—o0,00)
g~ U(_OO7OO)

log(o) ~ U(—o0,00)

Con esta eleccion se pueden aproximar los resultados de la regresion clasica. Se necesita
considerar el logaritmo de la desviacion estandar, dado que la varianza debe ser positiva.
La distribucién a priori es equivalente a una densidad que es proporcional a %

Si se trabaja con WinBugs (OpenBugs) se puede aproximar mediante
a ~ N(0,00001)
B ~ N(0,00001)
o ~ U(0,100)
que equivale a usar unas distribuciones a priori difusas.
Nota: En Bugs el segundo parametro de la normal es la precision (1/varianza). Por
tanto, escribir a« ~ N(0,00001) equivale a poner una varianza igual a 10000 en una
parametrizacion tipica de la normal.

Verosimilitud en regresion:

Se tiene que la esperanza de la regresiéon es
Ely) =a+ px

donde los residuos se distribuyen como una normal: ¢ ~ N(0, o).

De este modo, se puede escribir que
y~ N (a+pzr,0).
Asi, si se considera una observacién dada x;

yi ~ N (o + By, 0).
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La funcién de verosimilitud es

(yi — (a + Bx;))”

fly:) = 5 OXP {%

y la funcién de verosimilitud conjunta es

n

Hf(yi)

i=1

Es decir, es simplemente un grupo de densidades normales multiplicadas entre si: una
distribucién normal multivariante de dimension n.

Las distribuciones a posteriori de o y de 3 son t-Student con n — 2 grados de libertad,

y 02 se distribuye como una chi cuadrado inversa.

Programa de Regresion con la libreria MCMCpack de R

library (MCMCpack)

edad = c(59,52,37,40,67,43,61,34,51,58,54,31,49,45,66,48,41,
47 ,53,62,60,33,44,70,56,69,35,36,68,38)

bp = c(143,132,88,98,177,102,154,83,131,150,131,69,111,114,
170,117,96,116,131,158,156,75,111,184,141,182,74,87,183,89)

cosa = list(X=edad, Y=bp)
posterior = MCMCregress (Y~X, data=cosa)

summary (posterior)

plot (posterior)

Iterations = 1001:11000
Thinning interval = 1

Number of chains = 1

Sample size per chain = 10000

1. Empirical mean and standard deviation for each variable,

plus standard error of the mean:

Mean SD Naive SE Time-series SE
(Intercept) -21.824 3.26297 0.0326297 0.0318731
X 2.925 0.06333 0.0006333 0.0006172
sigma?2 16.516 4.81725 0.0481725 0.0515106
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2. Quantiles for each variable:

2.5% 259 507% 75%  97.5%
(Intercept) -28.180 -23.930 -21.796 -19.728 -15.314
X 2.797 2.884 2.925 2.966  3.049
sigma?2 9.629 13.120 15.689 18.945 28.003
Trace of (Intercept) Density of (Intercept)
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Programa de Regresion clasica

clasico = 1m(Y~X, data=cosa)

summary (clasico)

Call:
Im(formula = Y ~ X, data = cosa)

Residuals:
Min 1Q Median 3Q Max
-10.4918 -1.8453 0.3384 2.7105 5.9222

Coefficients:
Estimate Std. Error t value Pr(>|tl)

(Intercept) -21.86159 3.13215 -6.98 1.37e-07 *x*xx
X 2.92558 0.06071 48.19 < 2e-16 **x*
Signif. codes: O ’**%’ 0.001 ’xx’ 0.01 ’%’ 0.05 ’.” 0.1 > > 1

Residual standard error: 3.911 on 28 degrees of freedom
Multiple R-squared: 0.9881, Adjusted R-squared: 0.9877
F-statistic: 2322 on 1 and 28 DF, p-value: < 2.2e-16

Se observa que los resultados son muy semejantes. En este caso, el error estandar elvado
al cuadrado 3,911% = 15,30 resulta ser equivalente al resultado obtenido para sigma2 en
el planteamiento bayesiano.

En cualquier caso, la interpretacion de los resultados es completamente diferente: en
un caso son distribuciones a posteriori y en otro son los estimadores puntuales por maxima

verosimilitud.
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Programa de Regresion con Winbugs y BRugs

rm(list=1s(all=TRUE))
ruta = "C:/Directorio_Trabajo"
setwd (ruta)

cat ("
# Regresion Lineal
# Se considera el parametro de precision tao=1/varianza
# Regresion Limneal
model
{
for (i in 1:mn) {
mul[i] <- alfa + b.edad*edad[il
bp[i] ~ dnorm(mul[i], tao)

alfa ~ dnorm(0.0,1.0E-4)
b.edad ~ dnorm(0.0,1.0E-4)
tao ~ dgamma(1.0E-3,1.0E-3)

sigma <- 1/sqrt(tao)
}

n
3

file="modelo.txt")

library (BRugs)
library (R2WinBUGS)
# library (R20penBUGS)

# Introduzco los datos
edad = c¢(59,52,37,40,67,43,61,34,51,58,54,31,49,45,66,48,41,

47 ,53,62,60,33,44,70,56,69,35,36,68,38)

bp = c(143,132,88,98,177,102,154,83,131,150,131,69,111,114,
170,117,96,116,131,158,156,75,111,184,141,182,74,87,183,89)

n = length(bp)
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datos = list("edad","bp","n")
parametros = c("alfa","b.edad","sigma")

iniciales = function() {list(alfa=rnorm(l1), b.edad=rnorm (1),

tao=rgamma(1,1,1))}

16



# Con BRugs

modelo = BRugsFit (data=datos, inits=iniciales,
para=parametros, nBurnin=10000, nIter=10000,
modelFile="modelo.txt",

numChains=3,working.directory=ruta)

samplesStats ("*") # Resultados finales

samplesDensity ("*", mfrow=c(2,2), col=4)

# Con WinBugs

modelo = bugs(datos, iniciales, parametros,
model.file="modelo.txt", n.chains=3,
n.iter=20000, n.burnin=10000,
bugs.directory="C:/WinBUGS14",
working.directory=ruta, clearWD=TRUE, debug=TRUE)

modelo
mean sd MC_error val2.5pc median val97.5pc start sample
alfa -21.750 3.29000 0.106900 -28.270 -21.720 -15.370 10001 30000
b.edad 2.923 0.06374 0.002078 2.800 2.923 3.049 10001 30000
sigma 4.022 0.55850 0.003989 3.109 3.962 5.271 10001 30000

17
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Modelos Lineales Generalizados

Se pueden generalizar los modelos de regresién habituales para modelizar relaciones

entre variables discretas y también para modelos de clasificacion.

En este caso se trata simplemente de definir una funciéon link que relacione la media

de los datos y el modelo lineal:

Si

ElY] =p

entonces, se define una funcién link g aplicada al parametro p tal que

es decir,

g(p) =0=Xp3

p=g '(XpB)=E[Y]

Como ejemplos de modelos y funciones link se tiene

Link Inversa link
Modelo regresién Funcién g(p) = w=g1(0)
Normal Identidad 1 0
Logistico Logit log (ﬁ) 1?;1(1)9()9)
Probit Normal inversa | &~ 1(u) d(0)
Poisson logaritmo log () exp (0)
Gamma Inversa — i — %
Binomial negativo Logaritmo log (1 — ) | 1—exp (9)
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Ejemplo

Consideramos un ejemplo de regresién logistica. Supongamos una muestra de 100
personas en las que se considera si presentan o no un tipo de enfermedad degenerativa (se

recoge en la variable tiene).

tiene sexo edad tiene sexo edad tiene sexo edad tiene sexo edad
1 1 69 1 1 76 1 0 72 0 0 51
1 1 57 1 1 72 1 1 71 1 1 76
1 1 61 0 0 53 0 0 54 1 1 75
0 0 60 1 1 69 0 1 52 0 0 66
1 1 69 0 1 59 0 1 54 1 0 75
1 1 74 1 1 73 0 1 50 1 0 78
0 0 63 1 0 7 1 0 75 1 0 70
1 0 68 0 0 55 1 0 59 0 1 67
1 0 64 1 0 7 1 1 65 0 0 51
0 0 53 1 1 68 1 1 60 1 0 70
1 1 60 1 1 62 1 1 60 1 1 71
0 1 58 0 0 56 0 1 57 1 1 71
1 1 79 1 0 68 0 0 51 1 1 74
1 1 56 1 1 70 0 0 51 1 0 74
0 1 53 0 1 60 1 0 63 1 1 60
1 0 74 1 0 65 0 1 57 1 0 58
0 1 56 0 1 55 1 1 80 0 1 55
1 0 76 0 0 64 0 1 52 1 1 61
1 0 72 1 0 75 0 0 65 1 1 65
0 0 56 0 0 60 1 0 72 0 0 52
1 1 66 1 1 67 1 1 80 0 1 68
0 1 52 0 0 61 1 1 73 1 1 75
1 1 77 1 0 69 1 1 76 0 1 52
1 0 70 1 0 75 1 0 79 0 1 53
1 0 69 1 1 68 0 0 66 1 1 70

Se trata de estudiar la relacién entre la presencia de esta enfermedad, la edad y el sexo

de las personas. Para ello se puede aplicar una regresion logistica.
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Ejemplo con WinBugs o con BRugs:

rm(list=1s(all=TRUE))
ruta = "C:/.../Directorio_Trabajo"

setwd (ruta)

cat ("
# Regresion Logistica con WinBugs o con OpenBugs
model
{
for (i in 1:n) {
logit(p[i]) <- alfa + b.sexox*sexo[i] + b.edad*edad[il]
tiene[i] ~ dbern(pl[il)
+
alfa ~ dnorm (0.0, 1.0E-4)
b.sexo ~ dnorm (0.0, 1.0E-4)
b.edad ~ dnorm (0.0, 1.0E-4)

n
3

file="modelo.txt")

library (BRugs)
library (R2WinBUGS)

# Datos

sexo = c¢(1,1,1,0,1,1,0,0,0,0,1,1,1,1,1,0,1,0,0,0,
1,1,1,0,0,1,1,0,1,1,1,0,0,0,1,1,0,0,1,1,0,1,0,0,

,0,1,0,1,0,1,1,1,0,0,1,1,1,1,0,0,0,1,1,1,

,1,0,0,0,1,1,0,0,0,0,1,0,0,1,1,1,0,1,0,1,

1,1,1,1)

s’

0,1,0,0
0,0,1,1
1,1,0,1

b 3 3 b

edad = c(69,57,61,60,69,74,63,68,64,53,60,58,79,56,53,
74,56,76,72,56 ,66,52,77,70,69,76,72,53,69,59,73,77,55,
rr7,68,62,56,68,70,60,65,55,64,75,60,67,61,69,75,68,72,
71,54,52,54,50,75,59,65,60,60,57,51,51,63,57,80,52,65,
72,80,73,76,79,66,51,76,75,66,75,78,70,67,51,70,71,71,
74,74,60,58,55,61,65,52,68,75,52,53,70)
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tiene = ¢(1,1,1,0,1,1,0,1,1,0,1,0,1,1,0,1,0,1,1
60,1,0,1,1,1,1,1,0,1,0,1,1,0,1,1,1,0,1,1,0,1,0,0
1i,0,1,0,1,1,1,1,1,0,0,0,0,1,1,1,1,1,0,0,0,1,0,1
0,0,1,1,1,1,1,0,0,1,1,0,1,1,1,0,0,1,1,1,1,1,1,1
0,1,1,0,0,1,0,0,1)

n = length(sexo)

datos = list("sexo","edad","tiene","n"
parametros = c("alfa","b.sexo","b.edad")
Inicadenas = function(){list(alfa=rnorm(1),
b.sexo=rnorm (1), b.edad=rnorm (1))}

# Con BRugs

modelo = BRugsFit(data=datos, inits=Inicadenas,

para=parametros, nBurnin=10000, nIter=10000,
modelFile="modelo.txt",

numChains=3, working.directory=ruta)

samplesStats ("*" # Resultados finales

samplesDensity ("*", mfrow=c(2,2), col=4)

# Con WinBugs

modelo = bugs(datos, Inicadenas, parametros,
model.file="modelo.txt",

n.chains=3, n.iter=20000, n.burnin=10000,
bugs.directory="C:/WinBUGS14",

working.directory=ruta, clearWD=TRUE, debug=TRUE)

modelo

mean sd MC_error val2.b5pc median val97.5pc start
alfa -23.5500 4.73300 0.110600 -34.05000 -23.1200 -15.3800 10001
b.edad 0.3714 0.07339 0.001717 0.24450 0.3651 0.5356 10001
b.sexo 1.4780 0.77190 0.012420 0.02422 1.4510 3.0520 10001
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El mismo ejemplo con MCMCpack:

rm(list=1s(all=TRUE))
ruta = "C:/Directorio_Trabajo"
setwd (ruta)

library (MCMCpack)

# Con una distribucion a priori impropia

posterior = MCMClogit(tiene ~ edad + as.factor(sexo),

burnin=5000, mcmc=10000)

# Con una distribucion a priori normal multivariante

posterior = MCMClogit(tiene ~ edad + as.factor(sexo),

burnin=5000, mcmc=10000, b0=0, BO=.001)

plot (posterior)

summary (posterior)

Iterations = 5001:15000
Thinning interval = 1
Number of chains = 1

Sample size per chain = 10000

1. Empirical mean and standard deviation for each variable,

plus standard error of the mean:

Mean SD Naive SE Time-series SE
(Intercept) -23.3779 4.56941 0.0456941 0.154211
edad 0.3689 0.07065 0.0007065 0.002386
as.factor (sexo)1 1.4151 0.75397 0.0075397 0.025395

2. Quantiles for each variable:

2.5% 257 50 % 75% 97 .5%
(Intercept) -33.38697 -26.3090 -23.0174 -20.1153 -15.5434
edad 0.24739 0.3183 0.3635 0.4142 0.5228

as.factor(sexo)l -0.05774 0.8973 1.3970 1.9223 2.9582
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Ejemplo de Regresion de Poisson

Se considera una regresién de Poisson para los siguientes datos

Diag Cases Pyears Inc Age
1988 7 255771 0.3 6.0
1989 8 276644 0.3 5.6
1990 16 295901 0.5 5.0
1991 14 309682 0.5 4.4
1992 20 316457 0.6 4.0
1993 35 316802 1.1 5.8
1994 29 318305 0.9 4.6
1995 46 303544 1.5 4.3
1996 36 260644 1.4 4.7
1997 47 216826 2.2 4.3
1998 34 161664 2.1 54
1999 13 60502 2.1 5.9

La definicién de las variables es:

1. Diag: ano de diagndstico

2. Cases: casos detectados en ese ano

3. Pyears: Numero de personas en situacion de riesgo
4. Inc: Incidencia media para cada 10000 personas

5. Age: Mediana de edad de deteccién de la enfermedad
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Solucién usando el paquete MCMCpack:

library (MCMCpack)
Cases = ¢(7,8,16,14,20,35,29,46,36,47,34,13)

Pyears = c(255771,276644,295901,309682,316457,
316802,318305,303544,260644,216826,161664,60502)

Inc = ¢(0.3,0.3,0.5,0.5,0.6,1.1,0.9,1.5,1.4,2.2,2.1,2.1)
Age = c(6.0,5.6,5.0,4.4,4.0,5.8,4.6,4.3,4.7,4.3,5.4,5.9)
posterior = MCMCpoisson(Cases ~ Pyears + Inc + Age,

burnin=5000, mcmc=10000)

plot (posterior)

summary (posterior)

Iterations = 5001:15000
Thinning interval = 1
Number of chains = 1

Sample size per chain = 10000

1. Empirical mean and standard deviation for each variable,

plus standard error of the mean:

Mean SD Naive SE Time-series SE
(Intercept) -4.710e-01 9.232e-01 9.232e-03 3.374e-02
Pyears 8.237e-06 1.425e-06 1.425e-08 5.190e-08
Inc 1.148e+00 1.432e-01 1.432e-03 5.242e-03
Age 2.606e-02 1.058e-01 1.058e-03 3.827e-03
2. Quantiles for each variable:

2.5% 25 % 50 % 75% 97 .5%
(Intercept) -2.250e+00 -1.067e+00 -4.879e-01 1.383e-01 1.363e+00
Pyears 5.428e-06 7.308e-06 8.241e-06 9.174e-06 1.107e-05
Inc 8.672e-01 1.055e+00 1.148e+00 1.243e+00 1.434e+00
Age -1.804e-01 -4.369e-02 2.654e-02 9.831e-02 2.284e-01

27



-1

-4

4 Oe-06

ns 1.4

0z

0.4

Trace of (Intercept)

6000

T
&00o0

T
10000

lterations

T
12000

Trace of Pyears

14000

6000

T
8000

T
10000

lterations

T
12000

Trace of Inc

14000

6000

T
&000

T
10000

lterations

T
12000

Trace of Age

14000

6000

T
8000

T
10000

lterations

T
12000

14000

28

0.3

0.0

0 200000

00 15

Density of (Intercept)

-4 -2 0 2

N=10000 Bandwidth =0.1511

Density of Pyears

4.0e-06

&.0e-06 1.28-05

N =10000 Bandwidth =2 34e-07

Density of Inc

== T T T
0.8 1.0 1.2 1.4

06 16 1.8
MN=10000 Bandwidth = 0.02352
Density of Age
B T T T =T
-0.4 -0.2 0.0 0.2 0.4

MN=10000 Bandwidth=0.01777




Ejemplo de Tabla de Contingencia 2 x 2

Se considera un ejemplo sobre cancer de mama y edad a la que se tiene el primer hijo
(se puede consultar en Mahon et al. (1970) Bulletin of the world health organization).

Se trata de estudiar la posible relacién entre la edad del primer nacimiento y el cancer

de mama.

Se seleccionaron varios hospitales en USA, Grecia, Yugoslavia, Brasil, Taiwan y Japon.

Los casos control fueron mujeres con edad comparable en los mismos hospitales.

Se obtiene la siguiente tabla de contingencia 2 x 2:

Edad en el primer Nacimiento

Estatus

Edad > 30 (1)

Edad < 30 (0)

Cdncer (1)

683

2537

Control (0)

1498

8747

Es decir,

Estatus | Edad | Recuentos
1 683
1 0 2537
0 1 1498
0 0 8747
rm(list=1s(all=TRUE))
ruta = "C:/Directorio_Trabajo"

setwd (ruta)

cat ("
{
for (i in 1:4) {

cuenta[i] ~ dpois(lambdalil)

log(lambda[i])<- mu + a*estatus[i] + bxedad[i] +

ab*estatus[i] *edad [i]

}

razon.odds <- exp(ab)

mu ~ dnorm (0.0, 1.0E-4)
a ~ dnorm(0.0, 1.0E-4)
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b ~ dnorm(0.0, 1.0E-4)
ab ~ dnorm (0.0, 1.0E-4)

n
b

file="modelo.txt")

library (BRugs)

# Datos

estatus = c(1,1,0,0)

edad = c¢c(1,0,1,0)

cuenta = c(683, 2537, 1498, 8747)

datos = list("estatus","edad","cuenta")
parametros = c("a","b","razon.odds")
Inicadenas = function(){list(mu=rnorm (1) ,a=rnorm(1),

b=rnorm (1), ab=rnorm(1))}

# Con BRugs

modelo = BRugsFit (data=datos, inits=Inicadenas,
para=parametros, nBurnin=10000, nIter=10000,
modelFile="modelo.txt", numChains=3,

working.directory=ruta)

samplesStats ("*")

samplesDensity ("*", mfrow=c(2,2), col=4)

Se obtiene:

mean sd MC_error val2.5pc median val97.5pc start sample
a -1.238 0.02264 0.0002059 -1.282 -1.238 -1.194 10001 30000
b -1.765 0.02774 0.0002382 -1.820 -1.765 -1.711 10001 30000
razon.odds 1.574 0.08043 0.0007372 1.422 1.572 1.739 10001 30000

Es decir, se obtiene una razén de odds igual a 1.57 lo que se puede interpretar como
que hay un porcentaje de cerca del 60 % mayor de casos de cédncer de pecho, para personas

mayores de 30 anos.
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